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АВТОМАТИЗИРОВАННАЯ ОЦЕНКА ПАРАМЕТРОВ МОДЕЛЕЙ 

ДИАГНОСТИКИ ЭЛЕКТРОТЕХНИЧЕСКОГО ОБОРУДОВАНИЯ 

С ИСПОЛЬЗОВАНИЕМ НЕЧЕТКОЙ КЛАСТЕРИЗАЦИИ 

Развитие электроэнергетической отрасли страны ориентировано на обеспече-

ние высокой надежности, а также эффективное управление сетями электроснабжения 

различной конфигурации. Решение данных задач предполагает наличие определен-

ной энергоинформационной инфраструктуры, которая помимо электротехнического 

оборудования включает комплекс программно-аппаратных средств, осуществляющих 

сбор, обработку, анализ информации при мониторинге, диагностике и последующем 

управлении состоянием и режимами работы элементов сети. Разнородность получае-

мых данных требует создания определенных механизмов их обработки, которые по-

зволят информационно-диагностическим системам автоматически или в автоматизи-

рованном формате осуществлять синтез и адаптацию моделей диагностики к услови-

ям эксплуатации объектов электроснабжения. Предлагается разработать методику, 

позволяющую определять параметры моделей диагностики электротехнического обо-

рудования, ориентированных на высокую достоверность результата, с использовани-

ем алгоритмов интеллектуального анализа данных, в частности, нечеткой кластериза-

ции. Применение нечеткой кластеризации рассмотрено на примере построения функ-

ций принадлежности, оценивающих значения параметров оборудования, выступаю-

щих в качестве входных переменных моделей диагностики. Проведен анализ различ-

ных алгоритмов нечеткой кластеризации и предложен способ обработки данных о ра-

боте оборудования с построением функций принадлежности на основе найденной 

матрицы нечеткого разбиения и центров кластеров. Методика позволяет аппроксими-

ровать функции принадлежности типовыми формами кривых и выбрать наиболее эф-

фективный вариант построения модели диагностики. Рассматривается практический 

пример использования результатов кластеризации при разработке нечетких моделей, 

оценивающих состояние элементов силового трансформатора. Высокий уровень со-

ответствия данных моделирования экспериментальным данным о работе оборудова-

ния в системах электроснабжения объектов нефтедобычи свидетельствует о возмож-

ности использования методики для обеспечения точности диагностики электротехни-

ческого оборудования за счет снижения ошибок при распознавании критических и ма-

лозначимых дефектов. 

Ключевые слова: диагностика, электротехническое оборудование, интеллек-

туальный анализ данных, нечеткая классификация, нечеткая кластеризация, база не-

четких правил, функции принадлежности. 
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AUTOMATED EVALUATION OF PARAMETERS  

FOR ELECTRICAL EQUIPMENT DIAGNOSTIC MODELS  

USING FUZZY CLUSTERING  

The development of the country's electric power industry is focused on ensuring high reliability 

and efficient management of power grids with different configurations. The solution of these problems 

assumes a certain energy-information infrastructure. In addition to electrical equipment, it must include 

a set of software and hardware for data acquisition, processing and analyzing during monitoring, diag-

nostic and subsequent management of the grid elements condition and their operating modes. The 

heterogeneity of the data obtained requires the development of certain mechanisms for their processing 

that will allow information and diagnostic systems automatically synthesize and adapt diagnostic models 

to the power supply facilities operation conditions. It is proposed to develop a methodology that allows 

to determine the parameters of electrical equipment diagnostic models, oriented to high result reliability 

using data mining algorithms, in particular, fuzzy clustering. The using of fuzzy clustering on the exam-

ple of the construction of membership functions that evaluate the values of equipment parameters as 

input variables of diagnostic models was considered. The analysis of various fuzzy clustering algorithms 

is carried out and a technique for processing data on the equipment operation with the membership 

functions construction based on the fuzzy matrix partitioning and cluster centers is proposed. The tech-

nique allows us to approximate the membership functions by typical curves and choose the most effec-

tive variant of the diagnostic model synthesis. A practical example of using the results of clustering in 

the development of fuzzy models for assessing the condition of the power transformer elements is con-

sidered. We obtained a high level of compliance of simulation results with experimental data on the 

operation of equipment in power supply systems for oil production facilities. This indicates the possibility 

of using the technique to ensure the accuracy of electrical equipment diagnostics by reducing errors in 

the recognition of critical and insignificant defects. 

Keywords: diagnostics, electrical equipment, data mining, fuzzy classification, fuzzy clustering, 

fuzzy rule base, membership function. 

Введение. Электроэнергетические системы нового поколения ос-

нованы на концепции использования активно-адаптивных сетей (Smart 

Grid), характеризуются высокой надежностью, отказоустойчивостью, 

гибкостью и адаптивностью и предполагают комплексное внедрение 

современных информационно-телекоммуникационных и информаци-

онно-управляющих технологий [1–3]. Одна из приоритетных задач та-

ких систем – обеспечить контроль и поддержание работоспособности 

элементов сети, в частности электротехнического оборудования (ЭО), 

а также оперативное, с высокой степенью автоматизации, управление 

режимами его работы в рамках единых принципов управления энерго-

системой в целом [1]. Для решения данной задачи современные  
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информационно-аналитические системы диагностики и управления 

работоспособностью ЭО должны быть интегрированы с программно-

аппаратными комплексами мониторинга, позволяющими собирать  

и накапливать данные об объекте для последующей обработки, анализа 

и управления на основе как традиционных, так и качественно новых 

подходов (SCADA, DMCS, WAMS/WACS/WAPS, EMS/NMS, AMI и др.)  

и [1–7]. Учитывая высокую разнородность данных о работе ЭО, их 

возможную неоднозначность и недостоверность, для построения ин-

формационных систем диагностики целесообразно использовать ин-

теллектуальные технологии и опыт экспертов в области эксплуатации 

электроэнергетических объектов [6–10]. 

Постановка цели и задач исследования. Проблема диагностики 

состояния ЭО в общем виде может быть представлена как задача клас-

сификации или установления соотношения между вектором X контро-

лируемых технических параметров (диагностических признаков)  

и множеством классов состояния ЭО или видов дефектов в его элемен-

тах при помощи определенного набора логических правил [6, 8]:  

X = (x1, x2,…, xm) → Yϵ(y1, y2,…,yn).                          (1) 

Модель (1), представляя собой задачу классификации, предпола-

гает отнесение фактического состояния ЭО к одному из возможных 

классов состояния (как правило, заранее известных). Для удобства век-

тор параметров X может быть разбит на составляющие, каждая из ко-

торых характеризуется набором параметров по отдельному элементу 

ЭО (узла, агрегата, подсистемы), либо определенному методу монито-

ринга (тепловизионный контроль, вибродиагностика, контроль разряд-

ной активности и т.д.). Данный подход позволяет решить две задачи: 

оценить состояние отдельных элементов ЭО (например, система охла-

ждения, вводы, контактная система и др.), а также сравнить результаты 

применения различных методов контроля состояния, подтвердить на-

личие/отсутствие дефекта и локализовать его. 

Очевидно, что для обеспечения достоверной оценки состояния ЭО 

согласно (1) необходим тщательный выбор параметров, входящих в X, 

изменения значений которых будут являться признаками наличия де-

фектов определенной степени тяжести. Данный факт свидетельствует  

о важности не только формализации вектора X, но и установления нор-

мативных границ изменения входящих в него технических параметров. 
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Для решения задачи (1), которая является сложно формализуе-

мой, предлагается использовать модели, основанные на нечеткой логи-

ке [6, 8, 11–13]. Исходя из особенностей объекта исследования, а также 

специфики алгоритма нечеткой классификации, для этого необходимо: 

– определить перечень контролируемых параметров xi i = 1:m,  

а также набор классов состояния («Хорошее» (отсутствуют дефекты), 

«Критическое» (критический дефект) и т.д.) или видов контролируе-

мых дефектов («частичные разряды в масле», «перегрев контактов»  

и т.д.), которые будут являться входными и выходными переменными 

нечеткой модели; 

– определить для каждой переменной xi число термов, характери-

зующих ее вербальные оценки (например, уровень масла «низкий», 

«средний», «высокий»);  

– описать каждый терм соответствующей функцией принадлеж-

ности (ФП);  

– построить базу правил, связывающих значения переменных X  

с классом yj, j = 1:n (ЕСЛИ «значения параметров», ТО «состояние ЭО»). 

Формируемые таким образом нечеткие модели диагностики со-

стояния ЭО составляют основу системы интеллектуальной поддержки 

принятия решений при эксплуатации и обеспечении работоспособно-

сти электроэнергетических систем [6, 8–10]. Структура подобной сис-

темы, ориентированной на использование как ретроспективных, так  

и экспертных данных и эффективных методов их обработки для повы-

шения качества результата (вычисление уровня фактического и про-

гнозного технического состояния, формирование рекомендаций и пла-

нирование управляющих воздействий), показана на рис. 1. 

Из схемы видно, что задачи структурно-параметрического синте-

за нечетких моделей диагностики ЭО, построенных по принципу (1), 

могут быть решены с использованием имеющихся данных по работе 

оборудования. Это касается, в первую очередь, задач построения ФП,  

а также синтеза базы знаний. 

Данные операции могут осуществляться вручную экспертом, что 

является достаточно трудоемким и не обеспечивает высокой гибкости 

(адаптивности) моделей диагностики, а также требуемой достоверно-

сти результатов диагностирования. 
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Рис. 1. Концептуальная схема интеллектуальной экспертно-диагностической  

оценки состояния ЭО на базе нечеткого моделирования: 1 – формирование базы  

знаний на основе правил нечеткой логики; 2 – выбор вида и определение  

параметров ФП; 3 – настройка весов правил базы знаний; 4 – оценка  

прогнозных значений технических параметров 

В данной работе предлагается автоматизировать процесс по-

строения моделей диагностики ЭО, в частности, определять параметры 

ФП (блок № 2, см. рис. 1) для каждого параметра xi в автоматизиро-

ванном/ автоматическом режиме, используя накопленную информа-

цию о работе ЭО, либо генерируемую системой мониторинга, а также 

методы интеллектуального анализа данных, в частности, нечеткую 

кластеризацию [8, 9, 11–16].  

Разработка методики построения моделей диагностики. Рас-

смотрим основные этапы процессы анализа данных о работе ЭО при 

синтезе экспертно-диагностических моделей с автоматизированным 

построением ФП (рис. 2):  

1. Формирование наборов исходных данных Z (блок № 1) со зна-

чениями каждого контролируемого параметра ЭО, входящего в X. 

2. Нечеткая кластеризация данных, предполагающая поиск коор-

динат центров кластеров C = (c1, c2,…, cm) и матрицы принадлежности 

µ = [µ ik] измерений параметров каждому кластеру (блок № 3). 
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Рис. 2. Блок-схема методики использования нечеткой кластеризации  

для построения моделей диагностики ЭО 

Процесс кластеризации рассмотрен на примере алгоритмов fuzzy 

c-means (FCM), Gustafson-Kessel (GK), Gath-Geva (GG) [13–19]. Ука-

занные методы отличаются видом используемой целевой функции,  

а также способами задания метрики (нормы), что позволяет выделять 

кластеры различной формы. Например, метод FCM минимизирует це-

левую функцию вида: 

∑∑
= =

ν−=
c

i
ik

N

k

m

ik zJ
1

2

1

µ
A

, 

а в методе GK используется адаптивная норма для каждого j-го класте-

ра за счет наличия индивидуальной нечеткой ковариационной матрицы 

кластера Ai, изменяемой в процессе выполнения итераций: 

∑∑
= =

=
c

i
ik

N

k

m

ik i
DJ

1

2

1

µ Α , 

где m – экспоненциальный вес, µ ik– матрица разбиения, с – количество 

кластеров, А – диагональная матрица. 
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Метод GG минимизирует сумму квадратов между точками данных 

и прототипом формируемой группы, используя распределение Гаусса. 

Алгоритм кластеризации в общем виде разделяется на два этапа. 

На этапе инициализации (блок № 2) случайно заполняется матрица 

принадлежности для всех элементов входного множества и выбирают-

ся необходимые параметры (количество кластеров, экспоненциальный 

вес, параметр остановки). 

Этап вычислений (блок № 3) является итеративным с выполнени-

ем определенных шагов согласно алгоритмам нечеткой кластеризации: 

– определяются центры кластеров: 
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– в случае методов GK и GG рассчитывается ковариационная 

матрица кластера: 
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– определяются расстояния между новыми центрами кластеров  

и точками множества данных: 

( ) ( ) NkcizzD
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 для метода FCM (евклидово 

расстояние); 
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– выполняется перерасчет матрицы нечеткого разбиения (ме-

тод FCM): 
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Для методов GK и GG вместо DikA используется 
iikD A : 

– оценивается целесообразность останова алгоритма: 

( )*

,1,,1
µµmax kikiciMk

−==  
˂ ɛ, либо ( )*

,1
max iici

VV −=  
˂ ɛ. 

3. Оценка качества кластерного анализа, используя (блок № 4) 

коэффициент разбиения ,µ
1 1

2 NPC
N

i

C

k
ik∑∑

= =
=  принимающий значение от 

1/c до 1 (чем ближе к 1, тем разбиение более чёткое) и энтропию раз-

биения NPE
N

i

C

k
ikik∑∑

= =
⋅−=

1 1

2 )µln(µ  в диапазоне от 0 до lnС (чем ближе  

к 0, тем лучше).  

Критерии предлагается использовать для предварительной про-

верки качества кластеризации, которая используется при построении 

ФП для моделей нечеткой классификации (1) и, как следствие, влияет 

на их точность. 

4. Формирование ФП (блок № 6) с учетом полученных координат 

центров кластеров и матрицы нечеткого разбиения. Поскольку нечет-

кое разбиение содержит набор точек (степеней принадлежности), соот-

ветствующих каждому значению параметра ЭО в выборке данных, ФП 

могут быть построены точечно, но, как правило, в таком виде резуль-

таты не удобно использовать при нечетком моделировании. 

В работе предлагается применить методику аппроксимации ФП 

типовыми формами кривых (например, гауссовы, колоколообразные, 

пи-подобные). 

5. Формирование нечетких моделей, связывающих переменные X 

и Y (блок № 7) по принципу (1) для каждого варианта построения ФП 

(по различным алгоритмам кластеризации), синтез базы правил, оценка 

адекватности (блок № 8) моделей (например, по критерию χ2). 

6. Оценка точности моделей, используя критерии качества клас-

сификации (блок № 9). В простейшем случае используется критерий 

[12, 13, 20–23]: 

∑
=

∆=
N

k
kN

MCS
1

,
1

                                           (2) 

где MCS – доля верно распознанных классов состояния (accuracy) при 

заданном наборе данных и параметрах модели; ∆k = 1, если результат 

моделирования совпадает с результатом в выборке, и ∆k = 0 при невер-

но распознанном классе. 
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Дополнительно может оцениваться среднеквадратическая ошиб-

ка (RMSE) [12]:  

[ ] ,)(µ)(µ
1

1 1

2)(')(∑∑
= =

−=
K

k

L

l

kk YY
K

RMSE
ll

                        (3) 

где µ l(Y
(k)

) и µ l(Y’
(k)

) – степени принадлежности к классу в k-й строке 

выборки и в результате моделирования. 

При более детальном анализе могут быть использованы метрики, 

характеризующие ошибки I и II рода, которые указывают на способ-

ность модели правильно определять дефектные и бездефектные со-

стояния ЭО [21–23]: 

,
1 1

0111
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где CP – доля позиций выборки (объектов), по которым моделью пра-

вильно дано заключение о хорошем состоянии ЭО (положительное 

решение) из всех позиций, которые классифицированы как положи-

тельные (precision); CR – доля правильно определенных моделью по-

ложительных решений из всего имеющегося в выборке количества по-

ложительных решений (recall); ∆
11

k – истинно-положительное реше-

ние; ∆
01

k – ложно-положительное решение (пропуск дефектного со-

стояния); ∆
00

k – ложно-отрицательное решение (выявление дефекта  

у исправного оборудования). 

Для нахождения данных метрик в большом числе классов может 

быть использована матрица неточностей (confusion matrix) [21–23]. 

По результатам расчетов осуществляется выбор нечеткой модели, 

наиболее удовлетворяющей критериям качества (блок № 10). 

Исследование методики. Рассмотрим процедуру синтеза нечет-

ких моделей с использованием кластеризации в задаче диагностики 

состояния элементов силового маслонаполненного трансформатора 

напряжения (СМТН). В качестве примера рассмотрим упрощенную 

задачу оценки состояния бака СМТН по результатам тепловизионного 

контроля. В качестве исходных данных используем значения парамет-

ров X = (x1, x2), полученные из отчетов по ИК-мониторингу подстан-
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ций, осуществляющих электроснабжение

Пермского края, где x1 – избыточная

ний колокола бака; x2 – максимальная

ности бака и элементов системы охлаждения

щие заключения о состоянии оборудования

зированными сервисными организациями

параметров и анализа термограмм, 

трансформатора ТДТН-16000/110 У1, 

   

а 

   

б 

Рис. 3. Трансформатор ТДТН-16000/110 У

бака, полученной при помощи тепловизора

В соответствии с методикой диагностики

менту сервисной организации и рекомендациям

ческой документации для оценки состояния

были выбраны классы: «Нет дефектов

«Критический дефект» (3) (табл. 1). 

в выборке данных содержит значения

(в °C), заключение о состоянии оборудования

чения в виде класса состояния (1, 2 
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электроснабжение объектов нефтедобычи 

избыточная температура болтовых соедине-

максимальная разность температур по поверх-

системы охлаждения [24, 25]. Соответствую-

оборудования сформированы специали-

организациями по результатам измерений 

термограмм, вид которых, на примере бака 

У1, приведен на рис. 3. 

    

 

    

 

16000/110 У1: внешний вид (а); вид термограммы  

помощи тепловизора ThermoShot (б) 

методикой диагностики СМТН, согласно регла-

и рекомендациям нормативно-техни-

оценки состояния трансформаторного бака Y, 

дефектов» (1), «Развившийся дефект» (2), 

1). Таким образом, каждая строка  

значения измеренных параметров x1, и x2 

оборудования и интерпретацию заклю-

 (1, 2 или 3). Исходя из изложенного, 
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сформирована структура нечеткой модели

бака СМТН, которая включает две входных

тическую переменную с тремя оценочными

строения ФП термов выполнена обработка

помощи трех алгоритмов нечеткой кластеризации

трех заданных кластерах (в соответствии

(рис. 4). Эффективность кластеризации

разбиения (PC) и энтропией разбиения

На основе полученных в результате

рядочены) матриц нечеткого разбиения

и x2 для трех термов, оценивающих

«Низкая», «Средняя» и «Высокая» (рис

 

                       а                                                  б 

Рис. 4. Нечеткая кластеризация данных о температуре

(PC=0,69, PE=0,55) (a), GK (PC=0,91, PE=0,18) (

Рис. 5. Пример построения ФП с использованием

разбиения и аппроксимации

Таким образом, сформированы 3 

вого состояния бака СМТН типа Такаги

определены разными методами кластеризации
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нечеткой модели для диагностики состояния 

две входных и одну выходную лингвис-

оценочными термами каждая. Для по-

обработка 70 % выборки данных при 

нечеткой кластеризации (FCM, GK, GG) при 

соответствии с набором классов состояния) 

кластеризации оценивалась коэффициентом 

разбиения (PE). 

результате кластеризации (данные упо-

разбиения построены ФП переменных x1 

оценивающих температуру элементов СМТН: 

рис. 5). 

  
                                               в 

данных о температуре элементов СМТН: FCM  

=0,18) (б), GG (PC=0,42, PE=0,16) (в) 

 

использованием матрицы нечеткого  

аппроксимации (метод GK) 

сформированы 3 нечеткие модели оценки тепло-

Такаги–Сугено, в которых ФП были 

кластеризации. База знаний каждой из 

х2 
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моделей состоит из девяти правил вида (см. табл. 1): IF x1 = «Низкая» 

AND x2 = «Низкая», THEN Y = «Развившийся дефект». Пример по-

строения нечеткой модели в среде MatLab представлен на рис. 6. 

             Таблица  1 

Структура базы правил нечеткой логики для оценки  

теплового состояния бака СМТН 

 
Класс состояния 

Избыточная  

температура, x1 

Высокая 3 3 3 

Средняя 2 2 3 

Низкая 2 1 3 

 

Низкая Средняя Высокая 

Максимальная разность температур, x2 

 

                       а                                                   б                                               в 

Рис. 6. Интерфейс разработки нечетких моделей в Fuzzy LogicToolbox пакета MatLab: 

структура модели (а), ФП переменных (б), база правил (в) 

Для настройки (определения весов правил) и тестирования нечет-

ких моделей использованы 70 % выборки данных, а также градиентные 

методы оптимизации на базе составного критерия [20]. Поверхности 

отклика нечетких моделей после обучения представлены на рис. 7. 

Адекватность моделей оценивалась на тестовом наборе данных  

с использованием критерия χ2. Результаты расчетов свидетельствуют  

о том, что гипотезы об адекватности принимаются с вероятностью  

95–99 %. Для выбора наилучшей модели, соответствующей наиболее 

эффективному методу кластеризации, рассчитана точность классифи-

кации (accuracy) для различных наборов данных (табл. 2). 
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                        а                                              б                                                  в 

Рис. 7. Поверхности отклика моделей: FCM (a), GK (б), GG (в) 

Таблица  2 

Оценка точности нечетких моделей диагностики СМТН. Среднее  

число верно идентифицированных состояний MCS, % (2) 

Наименование 
FCM GK GG 

До После До После До После 

Обучающая выборка 72,39 91,67 71,03 91,93 83,65 94,48 

Тестовая выборка 73,33 90,54 72,41 91,24 84,11 94,89 

Вся выборка 72,68 91,33 71,44 91,72 83,79 94,61 

Количество верно распознанных классов (дефектов в оборудова-

нии) на тестовой выборке для разных алгоритмов составляет от 90,5 до 

94,9 %, что указывает на хорошую точность результата, которую обес-

печивает использование кластеризации при построении ФП. На практи-

ке, в случае анализа неисправностей оборудования, сокращение ошибок 

при распознавании дефектов позволит сократить время его аварийного 

или планового простоя. В этом случае целесообразно провести оценку 

качества моделей по дополнительным критериям, например (4) и (5). 

Выводы. В работе рассмотрены вопросы построения методики, 

позволяющей в автоматизированном режиме формировать параметры 

ФП при синтезе моделей диагностики ЭО с использованием алгорит-

мов нечеткой кластеризации. Показано, что использование нечеткой 

кластеризации позволяет строить ФП в автоматизированном режиме, 

сводя к минимуму участие эксперта и принимая во внимание особен-

ности эксплуатации ЭО, содержащиеся в доступных статистических 

данных. При этом наблюдается ухудшение или улучшение качества 

моделей диагностики оборудования в зависимости от параметров кла-

стеризации. Тем не менее применение как нечеткой кластеризации, так 

и нечеткого моделирования дает высокие результаты в оценке состоя-

ния ЭО и обеспечивает адаптивность моделей диагностики при изме-

нении содержания и объема данных.  
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Опираясь на полученные результаты, целесообразно рассмотреть 

иные задачи автоматизированного синтеза моделей диагностики ЭО 

(построение базы правил по результатам анализа имеющихся данных, 

оптимизация параметров и др.), а также возможность адаптации мето-

дики к различным видам энергетических установок при проектирова-

нии экспертно-диагностических систем оценки и управления их со-

стоянием. Решение указанных задач сопряжено с совершенствованием 

технологий сбора и подготовки данных о работе ЭО и формированием 

интегрированной информационной среды [2, 5–7] для объектов энерге-

тики (системы мониторинга, локальные информационные системы  

и EAM-системы предприятий). 
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